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摘要 地震预测是一项世界范围内具有巨大社会需求的科学难题, 数据驱动的深度学习方法为破解这一难题提供 

了新思路. 针对强震危险性较高的川滇地区, 本研究提出了一套基于图神经网络的区域中强以上地震预测方法. 研 

究分别构建了基于区域地震观测数据和基于多源异构数据的地震预测模型, 尝试对未来短时间内区域中强以上的 

地震发生进行预测. 在满足地震观测资料完整性的前提下, 研究使用1970年以来川滇地区M L≥3.0地震和多种地球 

物理观测资料作为数据输入, 以年为时间单位构建样本特征数据, 以月为时间单位对区域M L≥5.0地震进行预测. 地 

点预测方面, 根据川滇地区地质构造和地震活动特征进行区域划分并建立图神经网络, 通过模型中边的连接模拟 

不同区域的构造关联, 针对每个区域建立单独模型解决多分类问题, 最终实现对区域地震时间、强度、地点的三 

要素预测. 研究发现, 基于区域地震观测数据的模型在怒江、鲜水河和龙门山等断裂带附近预测效果较好, 而加入 

地震活动性参数和地球物理观测等资料的多源异构数据后, 在川西南地区的预测效果显著提升. 该研究的成果为 

地震预测领域提供了新的思路和有效的数据驱动方法, 并为提高区域地震风险评估与防灾减灾提供参考和启示. 
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地震预测一直以来都是一个国际范围内公认的科 

学难题 [1]. 尽管我国曾实现了1975年7.3级海城地震的 

成功预测 [2], 但地震的复杂孕震机理和断层应力状态 

的不可直接测量使得地震预测, 特别是短临预测目前 

仍极具挑战. 而地震也是全球范围内破坏性最强、影 

响范围最广的一种自然灾害, 尤其在我国, 地震活动频 

繁且震级较高的大地震屡见不鲜 [3~5]. 自进入21世纪以 

来, 中国大陆地区就多次遭受6级以上地震的严重破坏. 
特别是在川滇地区, 由于其特殊的地质构造环境, 地震 

活动更加频繁, 例如2008年震惊世界的汶川大地震, 震 

级达到8.2级, 造成巨大人员伤亡和经济损失 [6]; 2013年 

发生在芦山的7.0级地震 [7]、2014年的鲁甸6.5级地 

震 [8]、2017年的九寨沟7.0级地震 [9]、2021年的漾濞6.4 
级地震 [10]与2022年的泸定6.8级地震 [11]等, 都给当地及 

周边地区带来了严重的灾害. 这些频发的强震及其造 

成的严重损失, 使得地震预测长期以来都成为全球地 

震学研究领域最受关注的重要课题之一 [12,13]. 
早期的地震预测研究一般采用经典的统计学模型, 
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如传染型余震序列(epidemic type aftershock sequence, 
ETAS)模型 [14]. ETAS模型通过对历史地震序列数据进 

行分析和建模, 来预测未来一定时间段内可能发生的 

地震震级及其数量 [15,16]. 然而, ETAS模型本质上是统 

计性的, 虽然能在一定程度上反映地震活动的时空分 

布规律, 但难以捕捉到潜在的物理机理, 预测的精度与 

可靠性也存在一定局限性. 随着近年来人工智能技术 

尤其是深度学习技术的快速发展, 能够获取的地震台 

站数据也变得越来越多, 学者们开始逐步转向以人工 

智能技术探索地震预测的新可能性. 不过, 由于实际地 

震的预测具有较高的不确定性与难度, 一些研究人员 

最初选择在实验室条件下开展地震预测的探索研究. 
他们通过模拟地震过程, 借助声发射技术, 来记录模拟 

地震发生过程中随应力变化产生的信号, 这种环境下 

的数据获取条件相对理想且具有明确的物理机制, 因 

此吸引了大量研究者的关注 [17~20]. 基于此背景, 研究 

人员陆续采用了多种深度学习模型和方法, 如卷积神 

经网络,递归神经网络等, 对实验室尺度的模拟地震数 

据进行了探索, 并取得了令人满意的预测成果, 这些成 

功经验为进一步尝试将人工智能方法引入实际地震预 

测提供了重要的理论和实践基础. 
逐渐地, 一些学者开始将人工智能技术拓展到实 

际的地震预测场景中. 已有研究通过与经典的ETAS模 

型预测结果的对比发现 ,  在较小震级事件(如震级 

M L≤4)的预测任务上, 人工智能方法表现出了较高的预 

测准确性 [21~26]. 然而, 尽管如此, 针对震级更高、破坏 

性更大的地震事件的预测难度依旧非常大. 造成这一 

现象的主要原因在于, 人类观测并记录历史以来的高 

震级地震事件数量有限, 例如全球有数字记录的7级以 

上的地震事件仅为数百次. 这种严重的数据稀疏问题, 
使得基于数据驱动的深度学习模型很难得到充分的训 

练, 因此对高震级地震预测的可靠性和稳定性仍然面 

临巨大挑战.  
地震预测研究本质上需要解决的是地震发生的三 

个核心问题: 时间、地点和震级. 目前, 大部分传统模 

型和新兴的人工智能方法在震级预测上都有明确的限 

制; 在时间预测方面, 多数方法往往更加关注对时间点 

的预测精度 [21,22], 而对地点的预测则通常局限于特定 

的小区域内, 或使用较粗的网格 [25], 表现出在实际的应 

用中存在明显的约束与限制. 然而, 实际地震位置预测 

的重要性不言而喻, 这也与地震定位问题本质上存在 

类似之处. 因此, 一些研究者提出了一种新的思路, 即 

将待研究区域划分成若干个子区域, 通过判断地震发 

生在哪个子区域来间接实现地震位置的确定 [27]. 而区 

域间信息的有效传递与互动则成为这一方法的关键问 

题, 图神经网络(graph neural networks, GNN)技术恰好 

提供了这一问题的有效解决途径.  
图神经网络的概念最早于2009年提出 [28], 通过定 

义一种递归式结构的图神经网络模型, 为后续GNN的 

研究奠定了基础. 随着深度学习技术的快速发展, 图神 

经网络在结构设计、算法优化和性能提升等多个方面 

均取得了显著进展. 尤其是在引入注意力机制及端到 

端学习方法之后, GNN在性能和应用领域上均得到了 

极大的扩展. 目前GNN的主要变体包括图卷积网络 [29] 

和图注意力网络 [30,31]等. 近年来, 图神经网络逐渐被引 

入地震学领域, 成功应用于地震监测 [32]、地震相关 

联 [33]、地震定位 [34]等众多地震学相关课题, 展现出良 

好的应用潜力. 
基于上述研究背景, 本研究进一步提出了一种融 

合多源数据的图神经网络预测模型. 研究将地质构造 

复杂且地震活动频繁的川滇地区分为11个区域, 通过 

结合震级频次关系、基于地震目录的活动性参数及地 

震前兆观测时序数据, 尝试实现对未来一段时间内某 

一区域可能发生M L≥5.0地震的预测. 通过这种方法, 本 

研究试图更全面地实现对地震发生时间、地点与强度 

这三个核心要素的有效预测.  

1 人工智能地震预测方法 

1.1 研究区域分析 

川滇地区作为我国南北地震带的重要组成部分, 
其复杂的地质背景与频繁的地震活动始终备受关注. 
在地质历史中经历了多期次构造运动的叠加改造, 形 

成了独特的断裂网络. 自1970年有系统观测记录以来, 
区域内共发生3级以上地震2.8万余次, 占全国同期同 

级别地震总数的21.6%以上. 这些地震的空间分布受控 

于区域断裂系统的展布——在横断山脉与四川盆地的 

过渡地带, 鲜水河断裂、龙门山断裂、安宁河断裂与 

小江断裂共同勾勒出醒目的“Y”字形地震密集带; 向西 

南延伸, 川西南与滇西的金沙江断裂、澜沧江断裂与 

怒江断裂构成另一条高活动性的三江断裂带; 而在川 

东南与滇东北的交汇区域, 次级断裂带则形成了多个 

地震活动中心. 这种空间分布特征反映了青藏高原物 

质向东挤压过程中, 与稳定地块相互作用形成的复杂 
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应力环境 [35].  
基于地质构造与历史地震活动的空间规律 [36], 研 

究将川滇地区划(图1(b))分为11个区域. 区域1位于滇 

南腹地, 以澜沧江断裂带南段为核心. 向北过渡至区域 

2的滇西怒江断裂带南段, 这里以走滑型地震为主, 
1976年龙陵7.4级双震就发生在断裂交汇部位. 区域3 
涵盖滇西北金沙江断裂南段与红河断裂北段, 其中红 

河断裂北段自1996年丽江7.0级地震后进入相对平静 

期. 向东进入区域4, 这里处于红河断裂与小江断裂末 

端构造转换带, 历史上曾发生1970年通海7.8级地震. 区 

域5作为川南与滇东北的构造枢纽, 包含了安宁河-则木 

河断裂与小江断裂北段, 这三条断裂的相互作用形成 

了复杂的应力状态. 区域6的特殊性在于人类活动的影 

响, 作为页岩气开发重点区域, 近年来3~4级地震频次 

显著增加, 但震源深度较浅, 与天然构造地震形成明显 

差异. 

区域7至区域11构成了川西至川东北的地震活动 

带. 区域7沿金沙江断裂东侧展布; 区域8作为鲜水河断 

裂主要区域、及其与龙门山断裂与安宁河断裂的交汇 

区, 历史上强震频发. 区域9位于龙门山断裂西缘, 虽然 

历史强震较少, 但2008年汶川地震后, 中小地震活动呈 

现向西迁移趋势. 区域10作为龙门山断裂带的核心区 

域, 2008年汶川地震不仅造成长达300 km的地表破裂, 
更引发地壳应力调整. 震后十余年间, 断裂带南段的中 

强地震活动显著增强. 最东部的区域11涵盖成都平原 

及周边, 这里虽然地震活动相对较弱, 但2013年芦山 

7.0级地震的发生表明, 隐伏断裂的活动性仍不可忽视. 
这种区域划分方案本质上是对复杂构造系统的解构. 
每个单元既是独立的地震孕育环境, 又通过断裂系统 

的力学耦合构成整体. 在区域划分后, 通过对区域内和 

区域间的历史地震进行分析, 从而推断未来各个区域 

内发生地震的可能性以实现地震预测.  

图 1 川滇地区地震分布图. (a) 川滇地区1970年至2024年五级以上地震分布图. (b) 川滇地区1970~2024年三级以上地震分布图, 黄色线条表示 

区域边界及其编号. 详细的区域子图展示在图S1中 
Figure 1 Earthquake distribution map in the Sichuan–Yunnan region. (a) Distribution of earthquakes (M L≥5.0) in the Sichuan–Yunnan region from 
1970 to 2024. (b) Distribution of earthquakes (M L≥3.0) in the Sichuan–Yunnan region from 1970 to 2024. Yellow lines indicate the boundaries of sub- 
regions along with their identifiers. Detailed display of the regional subplots is shown in Figure S1  

论 文  
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1.2 地震目录统计分析 

基于以上背景, 本研究以川滇地区(北纬20°~34°, 
东经97°~109°)为研究范围, 基于中国地震台网中心提 

供的1970年1月1日~2024年5月1日地震目录数据, 系统 

分析了区域地震活动的统计特征. 经过震级完备性筛 

选, 并考虑时间尺度监测性能的差异后, 将震级下限设 

定在3级, 因此共获取3级以上地震28561次、5级以上 

地震673次, 6级以上地震120次, 数据覆盖鲜水河断裂、 

龙门山断裂、红河断裂等主要构造带, 完整记录了该 

区域50余年的地震活动周期. 由于我们的目标是使用 

小震级的地震活动性对未来的大震级进行预测. 因此, 
也需要评估样本的数量和模型的可训练性, 所以将目 

标的预测震级定在5级以上. 在这种背景下, 基于地震 

学经典理论Gutenberg-Richter(G-R)定律 [37], 我们首先 

统计了11个区域3级以上地震的震级频率分布图(图2). 
为避免极端值对后续模型训练的干扰, 对震级≥6.0的事 

件进行截断处理, 统一归入6.0级统计范畴. 结果表明, 
不同区域的G-R关系呈现显著差异. 此外, 进一步分析5 
级以上地震的年统计分布发现, 强震活动呈现典型的 

丛集特征, 即大部分区域的5级以上地震都由一个主震 

余震的序列组成, 如区域2的1976年龙陵地震、区域4 
的1970年通海地震, 区域6的1976年松潘平武地震、区 

域10的2008年汶川地震等. 从图中可以显著得到, 各个 

区域发生地震的次数、年份和震级有明显差异. 因此, 
地震预测模型需兼顾区域内部分析(即5级地震的潜在 

图 2 区域1~11震级频率直方图和年度地震频次图. (a)~(k) 中上方的淡蓝色直方图统计各区域内3.0≤M L≤6.0的地震事件. 下方的橙色柱状图则 

展示该区域自1970~2024年每年的地震频次(M L>5) 
Figure 2 Magnitude-frequency histograms and annual seismic frequencies for regions 1–11. In subplots (a)–(k), the upper light blue histograms 
illustrate seismic events with magnitudes 3.0≤M L≤6.0 in each region. The lower figures show the annual number of seismic events (M L>5) from 1970 to 
2024  
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影响范围)与跨区域的关联性. 
在地震活动性分析领域, 基于历史地震目录和G-R 

关系的研究已积累了丰富经验. 前人的工作表明, b值 

(反映震级-频次分布斜率)、C值(表征地震时序丛集特 

性)等多种活动性参数对揭示区域应力状态和地震活 

动性具有重要指示意义 [38~42]. 在此背景上, 由于该研究 

所依赖的深度神经网络方法不需要复杂的特征工程, 
因此针对震级频次关系, 直接将其转化为神经网络可 

处理的张量输入, 这种端到端的处理方式有效避免了 

传统特征工程中的人为主观偏差. 为确保物理意义的 

可解释性, 我们同步计算了关键地震活动性参数b值及 

其标准差b_error, 表征事件空间集中度的C值 [43,44], 以 

及量化潮汐调制效应的调制比 [45]. 这些参数与地震震 

级频次, 形成多模式输入数据, 既保留了数据驱动方法 

的灵活性, 又继承了地震学参数的物理内涵.  

1.3 地震前兆数据 

地震在孕育的过程中往往伴随着诸如应力、应 

变、重力、磁场、电场以及地下水等物理场的异常变 

化, 而这些变化又是地震预测的重要信息来源, 因此对 

这些前兆信息的捕捉与分析, 对于提升地震预测能力 

具有非常关键的意义 [46]. 特别是在川滇地区, 当地还建 

有大量的地球物理观测台站, 这些台站长期积累的观 

测数据为地震预测提供了宝贵的支持. 对于地震目录 

的活动性参数, 我们可以直接利用现有的成熟方法进 

行计算; 而对于地球物理观测数据来说, 由于不同区域 

观测站的分布和起止时间不一, 我们从实际出发, 为每 

个区域选取了观测时间较长、质量较高且与地震异常 

对应较为明显的一种前兆特征作为区域代表.  
在各类前兆特征中, 地下流体异常表现尤为突出. 

地下流体作为地壳中最活跃的介质, 也是对地震孕育 

过程中, 应力改变最敏感的观测手段之一 [47,48]. 当地下 

环境形成具有一定封闭条件的承压系统时, 地下流体 

变化能够客观、灵敏地反映地质构造、应变等条件的 

变化情况 [49]. 地下流体微小变化可能反映地震孕育过 

程中的地壳构造活动所引起的各种状态变化. 这种现 

象在长期的地震监测实践中得到了充分验证, 地下水位 

的异常变化已逐步成为短临地震预测的重要指标 [49~52].  
本研究中选取的地球物理观测数据, 都是在各区 

域内部具备长期稳定观测记录且具有良好地震异常响 

应历史的观测点(图3). 例如澜沧水位观测点位于川滇 

地区木戛断裂带以西南的澜沧盆地南缘, 这里是澜沧– 

勐遮与孟连断裂的交汇处, 构造活动强烈, 长期以来对 

应过多个明显地震事件, 表现出较好的预测效能. 区域 

2的龙陵观测点地处龙陵-瑞丽断裂附近, 区域内部断裂 

构造复杂多样, 地壳活动频繁, 观测点长期以来积累了 

丰富的数据; 区域3的永胜观测井紧邻程海–宾川断裂 

带北段, 这一断裂与周围其他多个断裂相互交错, 构造 

异常活跃. 区域4的开远水位井则位于小江断裂与建水- 
石屏弧形断裂的交汇处, 处于断裂带构造应力的集中 

区, 地震异常响应明显; 区域5的鲁甸茨院水位井所处 

的鲁甸县内构造破碎, 距离最近的昭通–鲁甸断裂带中 

的鲁甸–弯刀坎断裂, 历史地震活动剧烈; 区域6的水富 

水平摆观测点位于金沙江和横江交汇的南岸边坡上, 
处于大关–马边断裂与华莹山断裂之间, 区域内的断裂 

活动历史悠久; 区域7的乡城52泉属于自流温泉, 位于 

松潘–甘孜造山带西部边缘结合带, 以发育近南北向构 

造为特征. 距观测泉最近的断裂为乡城断层, 断裂面上 

常有构造挤压凸镜体、破碎带、片理化带发育, 应为 

压性冲断层; 区域8的道孚54温泉也属于自流温泉, 位 

于鲜水河断裂带中段, 距鲜水河主干断裂约3.7 km.  
此外, 区域9中的殿沟水氡观测点地处西秦岭断裂 

与东昆仑断裂之间的多组复杂断裂交汇区域, 这里的 

构造转换明显, 压性走滑特征突出, 水氡异常明显且与 

历史地震存在对应关系; 区域10的宝兴井则位于青藏 

高原东缘的南北地震带上, 正处于青藏高原与华南块 

体的交汇边界带, 其所在的龙门山中央断裂南段构造 

活动十分剧烈. 最后, 区域11则使用了位于成都市周围 

的地电阻率. 以上区域所选取的地球物理观测站点, 长 

期以来的观测实践已经充分证明了其对区域地震预测 

具有实际的指导意义, 这为我们本次研究提供了扎实 

的数据基础.  

1.4 数据准备 

在训练数据准备中, 本研究针对地震三要素(发震 

时间、震中位置、震级)预测中的时序预测问题, 提出 

基于滑动时间窗的样本生成策略. 如图S2所示, 地震事 

件的非连续特性导致传统连续预测方法存在显著局限 

性. 以2022年7月19日为例, 采用前一年(2021年7月19日 

~2022年7月19日)的地震活动数据预测次月(2022年7月 

19日~8月19日)地震发生情况时, 若预测窗口内发生地 

震则标记为正样本, 反之则为负样本. 然而, 当相邻预 

测窗口仅相差一天(如2022年7月18日与7月19日)时, 输 

入数据分布高度相似(2022年7月20日无地震发生), 而 
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输出标签可能因地震发生时间偏移产生显著差异(如8 
月19日地震仅被一个窗口覆盖), 导致模型难以建立有 

效映射关系. 为缓解此问题, 本研究设计逐月滑窗的样 

本生成机制: 每个样本以前一年完整月份(如2021年6 
月30日~2022年6月30日)为输入, 预测目标月份(如2022 
年7月1日~31日)的地震活动. 后续样本通过逐月滑动 

生成(如2021年7月31日~2022年7月31日预测2022年8 
月1日~31日). 此方法确保相邻样本输入数据覆盖时段 

差异达一个月, 显著增强输入分布差异性, 同时明确界 

定预测窗口边界, 避免地震事件跨窗口归属模糊问题. 
通过该策略, 模型可学习地震活动时空模式与目标月 

份地震发生的潜在关联性. 
基于以上策略, 生成的数据集构建涵盖1971年1月 

~2014年1月共516个月度样本作为训练和验证集(其中 

比例为9:1), 2014年2月~2021年1月84个月度样本作为 

测试集. 2021年1月以后的数据用作进一步测试. 此外, 
为了进行对比实验, 也使用了日滑窗和周滑窗的策略 

构建样本(表S1). 针对地震事件稀疏性导致的类别失衡 

问题, 定义负样本需满足以下条件: (1) 目标月份在指 

定区域内未发生M L≥5.0地震; (2) 前后相邻两个月份(共 

4个月)均无M L≥5.0地震. 该筛选机制有效降低因短期 

平静期波动引起的假阴性干扰, 提升负样本可靠性. 筛 

选后负样本共98个, 正样本341个. 分区域来看, 区域1 
(62个)、区域3(60个)、区域2(42个)是正样本数量较多 

的区域, 而区域5、区域8、区域9等地的正样本数量较 

少(均在20个以内), 各区域正负样本分布详见表S1(月 

滑窗). 因此, 基于地震目录、地震活动性参数和前兆 

数据, 单个样本的描述如下. 对于每个研究区域, 输入 

图 3 川滇地区区域划分图. (a) 根据多种地质背景构造划分的川滇地区区域图. 各个区域的前兆台站分别为这个区域历史纪录中预兆性较强 

的台站. 而区域5, 区域9和区域11中的主要地震序列靠近边界, 因此选用了区域外(但针对该区域指示性较强)的前兆台站. (b)~(l) 为11个区域对 

应的前兆台站观测时序曲线. 其中, 除区域6使用了形变的前兆数据以及区域11使用了电磁观测数据外, 其他地区均选用了流体的观测数据 
Figure 3 Map of the Sichuan-Yunnan region. (a) This map delineates the Sichuan-Yunnan region based on diverse geological backgrounds and 
structural characteristics. Notably, in regions 5, 9, and 11, the primary earthquake sequences occur near the regional boundaries; therefore, precursor 
stations located outside these regions—but with significant indicative value for the respective areas—were selected. (b)–(l) show the waveform data 
from the precursor monitoring stations corresponding to the 11 regions. Except for region 6, which utilizes deformation precursor data, and Region 11, 
which employs electromagnetic precursor data, all other regions use fluid precursor data  
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数据首先基于历史地震目录进行多时间尺度分析: 统 

计过去1个月、3个月、6个月及1年内不同震级段(按 

0.1级精细划分)的地震发生频次, 通过归一化处理消除 

量纲差异, 形成标准化的震级-频次时序多尺度分布特征. 
在此基础上, 进一步计算各个区域内的地震活动性参数: 
其中b值使用Aki [53]提出的最大似然估计方法计算:  

b e
M M M= log ( )

( 2 )
, (1)

c

10

其中, M 为震级均值, M c为最小完备震级, ΔM为震级分 

档宽度, 这里使用的是0.1级. 基于b值, 进一步可以计算 

b_error, 即b值的不确定度 [54], 其中M i为地震震级:  

b
e N N M M= log ( )

1
( 1) ( ) . (2)b i

N
i

2

10
=1

2

此外, 我们还计算了地震的调制比, 用于反映地震 

活动是否受到天体引潮力的调制效应. 为量化该影响, 
我们统计了地震事件中有多少比例发生在月相变化显 

著的特定农历日期. 在本研究中, 我们选取的农历日期 

包括: 1、2、7、8、9、15、16、17、22、23、24、25, 
这些日期通常对应新月、上弦、满月与下弦附近, 地 

球所受的固体潮应力变化较大. 我们将每个地震的阳 

历日期转换为农历, 并判断其是否落入上述集合, 从而 

计算调制比. 此外, 我们还计算了地震的空间集中度(C 
值) [43,44], 以反映一定时间范围内地震在空间分布上的 

聚集程度. 最终, 除了震级频次之外, 上述四类统计参 

数也被纳入网络的输入特征中, 以增强模型对地震活 

动特征的学习能力. 对于前兆数据, 我们统计各个区域 

内近一个月内的逐日值, 形成时间序列特征向量. 最终, 
上述三种不同模式的数据一起作为单个样本的输入数 

据. 对应的输出是各区域未来一个月内发生M L≥5.0地 

震的概率.  

1.5 图神经网络原理 

基于上述样本对, 本研究提出一种融合多源数据 

与图神经网络的地震预测模型架构(图4), 其核心在于 

通过空间拓扑关系建模区域地震活动的关联性. 对于 

图的构建, 将川滇地区划分的11个区域作为图结构的 

节点, 节点间的连接关系依据区域的毗邻关联性定义, 
并通过双向边建立强耦合关系. 每个节点的特征包含 

上述三类数据: 地震活动性统计特征(1个月、3个月、 

6个月及1年的震级-频次分布曲线)、地震活动性参数 

(b值、b_error、C值、调制比)以及前兆观测时序数据 

(流体异常、形变异常或电磁异常). 模型采用分阶段多 

尺度的特征提取策略: 对于地震频次数据, 使用卷积网 

络捕捉不同时间尺度的活动模式; 前兆观测数据通过 

卷积提取日变化特征; 地震活动性参数则通过全连接 

网络进行非线性映射. 这些特征在节点层面完成初步 

融合后, 进入图注意力网络进行空间信息传递与融合. 
图神经网络的核心架构采用消息传递机制实现跨节点 

信息交互. 具体而言, 每个节点的特征向量会与其邻居 

节点的特征进行聚合操作, 聚合权重由可学习的边的 

属性动态调节. 通过堆叠多层图卷积模块, 模型能够逐 

图 4 多源异构图神经网络地震预测示意图 
Figure 4 Multi-source heterogeneous graph neural network seismic prediction architecture  
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步捕获从局部构造单元到区域构造系统的级联效应. 
以区域2为例, 在第一层的图卷积中, 它只会与区域1和 

区域3进行特征聚合; 而在第二层, 由于区域3与区域4、 

5、7相连接, 区域2就可以通过区域3间接获得来自这 

些更远区域的信息. 这里使用的图卷积模块是Trans
formGCONV [31], 其中的注意力机制可以学习节点间的 

关系和它们的重要性. 从而使模型能够更好地理解和 

提取节点之间复杂的依赖关系. 每个节点的特征向量 

会经过注意力机制的加权, 以突出重要节点并减少不 

重要节点的影响. 之后再次通过全连接网络的组合输 

出最后的预测结果.  
在输出层设计上, 在未来的一个月内不止有一个 

区域会发生地震, 因此该问题是一个多类别多分类问 

题. 由于不同区域地震活动规律差异显著, 且各个区域 

的样本分布不均衡, 总样本数较少, 直接构建单一多分 

类模型会面临样本分布失衡的难题, 使得网络难以训 

练. 为此, 我们采用集成学习框架, 对于各个区域在保 

证输入不变的情况下, 分别训练一个网络来预测单个 

子区域内的地震发生情况. 最终使用11个子模型进行 

集成从而预测川滇整个区域的发震情况. 综上所述, 结 

合地震频次、前兆数据的异常和基于地震目录的地震 

活动性参数, 我们设计了基于多源异构数据和图神经 

网络的网络架构, 如图4所示. 其中, 针对各个区域, 分 

别统计不同时间尺度的地震震级与频次的关系, 各个 

区域的前兆波形和地震活动性参数; 不同区域之间则 

通过毗邻关系构建出分区拓扑结构, 为空间关联提供 

依据. 随后, 采用图神经网络、卷积神经网络和全连接 

网络结合的网络架构, 对多源数据的特征进行提取, 最 

终实现对各区域地震发生概率的预测. 为验证多源数 

据融合的有效性, 在网络训练和测试过程中, 我们还分 

别对比了只引入地震震级频次特征、同时引入地震震 

级频次和地震活动性参数以及三种多源异构数据都引 

入的情况. 

1.6 评价指标 

本研究采用机器学习常规评价指标与地震预测领 

域专用指标相结合的综合评估体系, 对模型预测性能 

进行多维度验证. 首先, 基于混淆矩阵四元分类框架, 
定义真阳性(true positive, TP: 地震发生且被正确预 

测)、假阴性(false negative, FN: 地震发生但未被预 

测)、假阳性(false positive, FP: 地震未发而被误报)、 

真阴性(true negative, TN: 地震未发且正确预测)四类 

样本. 其中, 精确率(precision)初步评估整体预测效能, 
报准率(召回率, recall)反映模型对地震事件的识别能 

力, 误报率(false positive rate, FPR)则表征虚假预报的 

风险. 以表1所示8个样本为例, 在2个实际地震样本中 

模型成功预测1次(样本5), 6个无震样本中误报1次(样 

本4), 据此计算得召回率50%、误报率16.67%、准确 

率75%、精确率50%, 通过上述评价指标, 可以系统揭 

示模型在震例识别与虚假预报控制间的平衡特性.  
TP

TP FPPrecision= + , (3)

TPR TP
TP FNRecall= = + , (4)

FPR FP
FP TN= + . (5)

为进一步强化评估的地震学专业性, 本研究同时 

引入R值评分体系 [55,56]. 定义研究时段内实际地震总数 

N、正确预测次数m及预测时空占比b(等价于误报率), 
其中核心指标R定义如下:   
m TP N TP FN b FPR= , = + , = , (6)

R TP TN FP FN
TP FN FP TN= ( ) ( )

( + ) ( + ) , (7)

其中R定量表征预测效能超越随机猜测的程度. 此外, 
置信度 (Conf )计算则基于二项分布理论 ,  当置信 

度≥97.5%时判定方法具有统计显著性, 其对应的临界 

值R 0则反映区域预测难度的基准阈值. 实践表明, 当置 

信度突破90%时, 预测结果即具备可参考性. 上述两种 

评价机制既继承机器学习评价的普适性, 又深度融合 

地震预测领域特有的统计验证范式, 可以有效地评估 

地震预测模型的性能.  

Conf C N i b b= 1 ( , ) (1 ) , (8)i m
N i N i
=

C N M N
m N m( , ) = !

! ( )!, (9)

表 1 评价指标计算示例表 a) 

Table 1 Sample table for evaluation metric calculation 

地区 输出 样本1 (FN) 样本2 (TN) 样本3 (TN) 样本4 (FP) 样本5 (TP) 样本6 (TN) 样本7 (TN) 样本8 (TN) 

区域N 
预测结果 0 0 0 1 1 0 0 0 

标签 1 0 0 0 1 0 0 0 

a) 0代表没有发生地震, 1代表发生地震  
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Conf R m
N b TPR b0.975 = = . (10)0 critical critical

2 结果 

基于上述评价指标, 在本研究中, 我们使用报准率 

与误报率的评价方法, 针对验证集的数据绘制了接收 

者操作特性(receiver operating characteristic, ROC)曲线 

(图5), 以评估模型在预测地震事件方面的性能表现. 通 

过这些ROC曲线的表现, 我们可以针对不同区域分别 

设置合适的阈值, 以有效判断某个特定区域未来是否 

存在地震风险. 从这些ROC曲线的整体趋势中, 我们清 

楚地看到, 不同区域的预测效果差异显著, 这反映出网 

络模型对于区域性特征的敏感性和适应能力各不相同. 
ROC曲线的对角线通常被视作一个基准线或随机猜测 

线, 当实际ROC曲线明显位于该线之上的左上角区域 

时, 则表明所构建的模型对该区域的预测具有较好的 

指示意义与可靠性. 具体而言, 从所绘制的ROC曲线 

中, 我们观察到基于地震震级频次的模型在部分区域 

表现出了明显的优势. 特别是在区域2、区域5、区域8 
以及区域10, 这些区域的曲线位置清晰地处于对角线 

之上, 其中这些区域对应的曲线下面积(area under the 
curve, AUC)值均超过了0.6, 说明模型具备较好的预报 

地震事件的能力. 
更进一步地, 我们通过计算更为具体的评价指标 

(表S2), 也印证了这一结论. 如区域2、区域8和区域10 
不仅在ROC曲线上表现出色, 而且它们对应的预测置 

信度也达到较高的水平, 均超过了90%. 此外, 这几个 

表现优异的区域在报准率方面也有显著的优势, 超过 

了50%, 而同时对应的误报率相对较低. 这种结果表明, 
我们采用的常规机器学习评价指标和地震预测领域所 

专用的评价标准之间存在明显的一致性. 这种一致性 

图 5 两种不同模型在各个区域的ROC曲线和AUC对比图. 其中, 蓝色曲线与红色曲线分别表示两种不同的地震预测模型在该区域的性能表 

现; 灰色虚线为随机猜测基准线(即模型效果与随机预测相当时的表现). (a)~(k) 分别对应区域1~11, 曲线越接近左上角表示预测效果越好 
Figure 5 Comparison of ROC curves and AUC for two different models across multiple regions. The blue and red curves illustrate the performance of 
two distinct seismic prediction models in each region, and the gray dashed diagonal line serves as the random-guess baseline. Subplots (a)–(k) 
correspond to regions 1–11, respectively. The closer a curve is to the upper-left corner, the better its predictive performance  
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也进一步强化了模型在这些特定区域的实际应用价值. 
进一步对比了另外两个不同的预测方案. 首先, 在 

将地震目录的频次信息与地震活动性参数结合进行综 

合预测时, 模型在区域2和区域10表现出了较为稳定的 

性能, 尤其是这两个区域的预测置信度依然保持在90% 
以上. 考虑到地震活动性参数本身即是基于地震目录 

数据计算所得, 这种稳定的表现进一步证明了基于历 

史地震活动数据构建的网络模型对于滇西和龙门山断 

裂区域发生的五级以上地震事件, 具有一定的预测能 

力与应用潜力.  
随后, 我们对引入了多源异构数据的模型进行了 

评估, 发现网络性能的优势区域产生了一些明显的变 

化. 具体而言, 从ROC曲线上直观地看到, 网络模型在 

使用多源异构数据进行预测后, 其性能在多个区域展 

现出不同程度的改善(例如区域1、区域3、区域4、区 

域5以及区域9). 而其中最突出的是区域3、区域5和区 

域9, 模型性能相较之前显著增强. 这种性能提升的原 

因可能在于多源异构数据为模型提供了更加丰富、精 

准的特征信息, 使得模型能够更好地捕捉到地震发生 

之前的潜在信号. 然而, 我们也注意到, 某些区域的模 

型性能出现了明显的下降, 比如区域8和区域10. 这一 

现象可能说明不同类型的数据在不同区域的表现差异 

较大, 而模型对某些数据可能存在较为明显的敏感性 

差异.  
这种差异主要源于区域构造背景与该区域地球物 

理观测数据的关系. 在区域3、区域5和区域9, 这三个 

区域的预测置信度指标表现优异, 均达到或超过90%, 
与ROC曲线展示的结果高度吻合. 值得注意的是, 我们 

在区域5所采用的前兆数据为鲁甸地区的水位变化数 

据, 从图S1(e)中可以看出, 该区域中的多次地震集中发 

生于巧家–鲁甸一带. 同时, 鲁甸地区由于页岩气的开 

采, 地下流体的异常与地震之间有一定程度上的作用 

关系 [52,57]. 该区域在引入了前兆特征之后, 其预测效果 

得到了显著提升, 反映了加入地球物理观测场数据后 

的模型对于巧家–鲁甸地区潜在地震活动的响应能力 

增强. 这种直接的相关性进一步证实了使用多源异构 

数据并进行有效融合, 对于特定地区的地震事件预测 

具备相当的指导价值与实际意义. 当然, 由于引入观测 

数据后在模型区域也表现出了性能的下降, 因此在实 

际应用中也需要有针对性地对不同区域的数据进行谨 

慎的选择与融合. 
此外, 由于5级以上地震的样本总体较为稀缺, 样 

本构建方式对模型性能的影响尤为显著. 表S3和图S3 
展示了以日和周为滑动单位构建样本后, 多源异构模 

型在不同区域的预测表现. 结果显示, 尽管日滑窗和周 

滑窗生成了更多训练样本, 模型的学习过程却更依赖 

于简单的地震频次信号. 值得注意的是, 在使用日或周 

滑窗方案时, 性能提升显著的区域主要集中在区域2, 
该趋势与基于震级频次关系模型以及震级频次 + 地震 

活动性参数模型的表现高度一致. 综上所述, 从整体预 

测效果来看, 日滑窗和周滑窗并未显著优于以月为单 

位的滑窗方案, 尤其在ROC曲线指标上表现相对较弱. 
因此, 选择合适的时间尺度用于样本构建, 对于提升模 

型的泛化能力和预测性能具有重要意义. 
最后, 由于模型的训练、预测和测试阶段均未使 

用2021年以后的数据, 为评估预测系统的实际应用效 

能, 对2022年4~5月期间川滇地区的地震活动进行了回 

溯性预测实验(表S4). 针对地震预测任务的特殊性, 即 

误报可能引发社会舆情风险, 本研究将预警响应阈值 

设定为99%(即仅当预测概率≥0.99时触发响应), 重点 

考察模型在低误报条件下的性能表现. 在2022年4月的 

预测中, 基于地震频次特征的模型成功预警了区域6(川 

西南)的M L5.1兴文地震(4月6日), 而多源数据融合模型 

则误判区域5(川滇交界)存在发震风险; 同期区域3(滇 

西北)发生的M L5.0宁蒗地震未被任一模型捕获. 次月 

(2022年5月), 地震频次模型准确预测到区域10(龙门山 

断裂带)的M L5.2汉源地震(5月20日), 但多源异构模型 

未发出有效预警. 值得注意的是, 两次成功预测均发生 

在地震聚集的核心区域(区域6位于兴文–长宁地区诱 

发地震区, 区域10为龙门山断裂带周围), 其地震活动与 

历史背景具有较高一致性. 上述验证揭示了地震预测 

模型在真实场景中的效能边界. 实验表明, 由于人工智 

能方法本质上是数据驱动的, 在训练过程中更容易学 

习样本中占比高、趋势明显的特征, 因此模型最终往 

往捕捉到的是某一活动构造单元内较为稳定的地震模 

式. 基于地震频次的模型在地震表现出聚集性的区域 

展现出稳健的预测能力, 其预警信号与构造活动的历 

史规律高度吻合; 而多源数据融合方案虽在部分区域 

提升效能, 但受限于观测数据质量的空间异质性, 在不 

同区域的差异较大. 

3 讨论 

多种模型的预测结果表明, 由于川滇地区地域广 

阔, 地质构造复杂, 断裂带分布系统错综, 因此不同的 
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模型在各个区域呈现出了明显的适用性差异. 这种现 

象反映了不同区域之间的地质背景、地震活动特征以 

及数据条件存在显著差异, 从而影响了模型的实际预 

报能力.  
首先, 区域内部断裂带复杂程度对模型的预测性 

能产生了重要影响. 从实验结果可以清晰看到, 基于地 

震震级频次关系(即经典的G-R关系)的模型在区域2、 

区域8以及区域10展现出了较为理想的预测表现. 这几 

个区域的地震震源相对集中且稳定, 都紧密地分布在 

一个主要断裂带周围, 例如区域2主要分布在怒江断裂 

带南段附近, 区域8主要位于鲜水河断裂带, 而区域10 
则集中在龙门山断裂带周边. 这种地震活动与断裂带 

密切关联的特征, 显示出传统地震统计方法在特定的 

地质环境中能够有效捕捉并反映出地震活动的规律, 
进而展现出较高的预测可靠性.  

其次, 加入多源异构数据后的模型表现出了不同 

的区域适用性, 这也成为模型性能提升的重要因素之 

一. 在我们的研究中, 多源异构数据模型在区域3、区 

域5和区域9表现出明显的优势, 尤其在引入特定的前 

兆异常数据后, 模型的预测置信度得到了显著提高. 这 

些前兆异常数据, 例如区域3的永胜水位 [58]、区域5的 

鲁甸水位 [52], 以及区域9的殿沟水氡 [59,60]数据, 在以往 

研究中均被证实与地震活动存在明确的关联性. 当这 

些数据被纳入模型训练后, 明显提升了模型对地震活 

动的识别能力. 这一结果表明, 多源数据的有效融合对 

于区域地震预测具备显著的提升效果.  
此外, 地震事件在时间上的分布特点以及样本数 

据的丰富程度, 同样对模型性能产生了明显的影响 

(图6). 为了衡量各区域样本数量的波动程度, 我们引 

入了变异系数(coefficient of variation, C v)作为样本丰 

富度的衡量指标. C v定义为样本数量的标准差与其均 

值之比, 这里为各个区域中各个年份发生的大于5级地 

震的情况. 该数值可用于不同区域间样本分布差异的 

标准化比较. 较高的C v表示该区域内样本分布不均, 存 

在较大波动性; 而较低的C v则说明该区域样本较为稳 

定. 其具体计算公式为:  

C µ= , (11)v

其中, 变异系数越大, 表明该区域的地震样本在时间上 

的分布越复杂, 图6展示了不同输入方案下模型预测置 

信度与样本变异系数之间的关系. 两种基于频次的模 

型在图6(a) 中均表现出较强的正相关关系, 即样本分 

布越复杂, 模型的预测性能越高. 这可能是由于频次统 

计型模型能够从广泛、分散的地震事件中提取出稳定 

的统计特征, 从而提升对地震发生模式的刻画能力. 
相比之下, 引入地球物理观测数据的多源异构模型 

图 6 不同地震预测方案在各区域的样本丰富度(变异系数)与置信度的对比图. (a) 基于震级频次关系、震级频次关系和地震活动性参数两种 

方案构建的模型在各区域的预测置信度与样本变异系数之间的关系; (b) 基于多源异构数据构建的模型在各区域的预测置信度与样本变异系数 

之间的关系 
Figure 6 Comparison of sample richness (coefficient of variation) and prediction confidence across regions under different earthquake prediction 
models. (a) Confidence versus sample variation coefficient for models based on Earthquake Magnitude Frequency Distribution, and Earthquake 
Magnitude Frequency Distribution and Seismic Activity Parameters. (b) Confidence versus sample variation coefficient for the model based on Multi- 
Source Heterogeneous data model prediction confidence  
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(图6(b))则表现出明显的负相关趋势. 该现象的原因在 

于, 本文选用的地球物理观测数据多为针对特定观测 

点的记录, 往往只能反映区域内部分地震的前兆特征. 
因此, 在数据分布相对简单的区域(如区域5和区域9) 
中, 地球物理信号往往具有更直接的指示意义, 从而提 

升了模型在这些区域的预测能力. 
此外, 在样本数量受限、地震活动不活跃、研究 

区空间尺度较大并包含多个构造单元的情景中(如区 

域11, 对应成都平原及其周围区域, 图2(k)), 多种模型 

均难以有效学习到稳定的特征, 导致整体预测性能偏 

低. 在观测资料较为匮乏且地震事件发生频率较低的 

川西区域(如区域7, 图2(g))中, 各模型的表现也普遍不 

佳. 这一现象进一步突显了高质量、多样化的观测数 

据在提升地震预测模型性能中的重要性, 尤其是在区 

域尺度的建模中, 观测覆盖度与数据丰富度对模型的 

泛化能力具有决定性影响. 
综上所述, 本研究构建的地震预测模型, 其性能表 

现受到地质环境的复杂性、断裂带的构造特点、多源 

数据的有效融合、地震事件时间分布特征以及数据样 

本数量等多种因素共同作用. 基于此认识, 未来的研 

究方向可以着重于以下几个方面进行探索. 首先, 研究 

区域的数据质量对地震预测研究至关重要. 目前, 一些 

基于人工智能的地震预测方法主要集中在美国加州地 

区进行测试 [25,26], 这在很大程度上得益于该区域拥有 

完备震级较低、时空连续性较强的高质量地震目录. 
相比之下, 川滇地区尚缺乏长期一致性良好且完备震 

级较低的地震目录, 限制了相关预测模型的训练与验 

证. 因此, 构建一个时空连续性强、震级完备性较高的 

地震目录, 是推动地震预测研究深入开展的基础条件 

之一.  
此外合理的区域划分策略也非常重要, 目前主要 

依据行政边界进行的区域划分, 往往难以反映真实的 

地质背景与构造情况. 从理想角度来看, 基于经纬度网 

格的方式进行精细划分是更通用的策略, 但也面临挑 

战. 如果多数网格单元内地震事件稀缺或完全缺失, 则 

使得模型在训练阶段面临严重的数据不平衡问题, 进 

而降低了预测性能与稳定性. 综合以上问题, 我们认为 

一种更合理且具备物理可解释性的区域划分方法是以 

主要活动断层带(如图1(b)所示)及其附近的高地震活 

动区作为网络节点进行建模. 而对于远离断层、地震 

活动极低的区域则不纳入模型训练. 尽管此类方法牺 

牲了部分区域的适用性, 但从物理机制层面来看, 更能 

反映构造控制下的地震分布特征. 
其次, 在当前方案中, 对地震震级以及时间尺度的 

界定均采用严格的界限, 缺乏灵活的概率性表达. 若能 

引入高斯函数或类似的概率分布, 将问题从严格的分 

类任务转变为连续的回归任务, 则可以大幅增加样本 

数据的丰富性和可靠性, 使模型训练更为充分, 从而进 

一步提升预测性能. 这种方法上的改进, 不仅能提高模 

型的泛化能力, 还可有效降低误报率, 进一步增强地震 

预测模型在实际应用场景中的实用性.  

4 结论 

本研究提出了一系列基于图神经网络的方法, 针 

对川滇地区进行了系统性的地震预测探索. 具体而言, 
我们设计了分别基于地震频次和多源异构数据的两种 

月度预测方案, 以期更准确地把握地震发生的震级、 

时间和位置. 受限于观测数据的时间跨度, 我们利用了 

自1970年以来完备震级大于3级的地震目录数据, 并决 

定采用过去一年内3级以上地震的发生情况作为特征, 
预测下一年或下个月内5级以上地震的可能发生.  

为有效地降低模型训练难度, 并提高预测的针对 

性, 我们将川滇地区按照断裂带分布特征划分成若干 

个子区域, 通过预测特定区域内是否可能发生地震的 

方式, 间接解决了地震位置预测的挑战性问题. 通过 

ROC曲线与AUC指标的评估, 模型在多个区域表现出 

了较为突出的预测性能. 基于地震频次的模型在怒江、 

鲜水河及龙门山断裂带周围的区域(区域2、8和10)体 

现出明显优势; 而融合了多源异构前兆数据的模型在 

川东南等区域显示出了性能的显著提升. 整体测试结 

果显示, 这些方法在部分区域具有一定的指导意义, 验 

证了引入地震活动性参数和多源异构数据融合方案的 

有效性, 为进一步提升地震预测模型的精度和可靠性 

提供了明确的研究方向与启示.    
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Summary for “基于图神经网络多信息融合的川滇地区地震预测初探” 

Earthquake prediction in the Sichuan-Yunnan region based on 
graph neural networks and multi-modal data 
Xu Si1,2, Xinming Wu1*, Feng Hu1, Lei Tian3, Yang Zang4 & Lingyuan Meng3 

1 School of Earth and Space Sciences, University of Science and Technology of China, Hefei 230026, China 
2 School of Earth and Atmospheric Sciences, Georgia Institute of Technology, Atlanta 30332, USA 
3 China Earthquake Networks Center, Beijing 100049, China 
4 China Earthquake Administration, Beijing 100036, China 
* Corresponding author, E-mail: xinmwu@ustc.edu.cn 

Earthquake prediction has long been recognized as a globally significant scientific challenge, with enormous societal 
demand, especially in seismically active regions like Sichuan-Yunnan, China. Traditional statistical models like the 
Epidemic-Type Aftershock Sequence (ETAS) model have been widely used for earthquake forecasting by analyzing 
historical seismicity. However, these models are limited in their ability to capture the underlying physical mechanisms 
driving earthquakes and often lack the precision needed for practical applications. In recent years, the rapid development of 
artificial intelligence, especially deep learning, has provided new perspectives and technical avenues for tackling 
earthquake prediction problems. While laboratory-based studies using deep learning on simulated earthquake data have 
shown promise, predicting high-magnitude and damaging earthquakes in real-world settings remains extremely 
challenging, primarily due to the limited availability of such events and the inherent complexity of the underlying 
geophysical processes involved. 

This study proposes a novel approach to regional earthquake prediction in the Sichuan–Yunnan region by integrating 
multi-source heterogeneous data into a Graph Neural Network (GNN) framework. The Sichuan–Yunnan region is 
subdivided into 11 tectonically informed sub-regions, each represented as a node within the constructed graph. Connections 
between nodes reflect tectonic proximity and structural interactions, allowing the model to incorporate spatial correlations 
in seismic activity. The study utilizes seismic catalogs dating back to 1970, along with a wide range of geophysical 
observations, including precursor signals such as groundwater level changes, deformation, and electromagnetic data. 
Samples are constructed using sliding windows: the input features for each sample are drawn from seismic and precursor 
activity in the previous year, while the prediction target is the occurrence of moderate-to-large earthquakes (M L≥5.0) in the 
subsequent month for each sub-region. To maximize the effectiveness of the model, a range of features are extracted, 
including earthquake frequency–magnitude distributions, b-values, temporal clustering coefficients (C-values), tidal 
modulation ratios, and time series of various precursor observables. The graph neural network model employs a hybrid 
architecture, combining convolutional layers for time-series feature extraction, fully connected networks for non-linear 
mapping, and graph attention/convolutional layers for spatial information fusion. Each sub-region model is trained 
independently to address sample imbalance issues, and an ensemble of models provides a region-wide forecast. 

A comprehensive evaluation using both standard machine learning metrics (such as ROC curves and AUC) and 
earthquake-specific indices (such as recall and R-value scores) demonstrates that the GNN-based approach achieves robust 
performance across several key sub-regions, notably those along the Nujiang, Xianshuihe, and Longmenshan fault zones. 
The integration of multi-source data, especially geophysical observation data, significantly improves forecasting 
performance in certain sub-regions, highlighting the value of heterogeneous data integration for capturing potential 
earthquake-related anomalies. However, performance varies by region, reflecting differences in data quality, seismicity 
levels, and geological complexity. Retrospective tests on recent seismic activity further validate the model’s practical 
utility. Successful predictions of significant events in 2022 in key regions underscore the model’s potential to contribute to 
regional earthquake risk assessment and disaster mitigation efforts. Nevertheless, challenges such as the limited number of 
large-magnitude events and imbalanced datasets highlight the need for ongoing improvements, including better data 
integration and more physically interpretable modeling approaches. Overall, this study presents a data-driven, innovative 
approach to earthquake prediction in the Sichuan–Yunnan region based on advanced GNNs and multi-source data fusion. 
These findings not only underscore the transformative potential of GNNs for addressing complex spatiotemporal prediction 
problems in seismology but also provide valuable insights for improving earthquake risk assessment and disaster 
mitigation in regions prone to seismic hazards. 

earthquake prediction, Sichuan-Yunnan region, deep learning, graph neural networks 
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