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摘要　探明海底线缆布设情况对保障我国海洋开发和维护国防安全具有重要意义. 声学方法是当前探测海底线缆

的主要技术手段，但海量的声纳图像数据却面临人工处理耗时长和解译质量难以保证等难题. 本文提出一种基于卷

积神经网络的线缆目标自动检测方法，实现对大量声纳图像端到端的快速处理和精确解译. 该方法以编码器和解码

器组成的 U型架构为基础，利用残差学习模块和跳连机制以系统地聚合多尺度特征模式，并根据不同的特征动态

生成索引函数以引导不同尺度层级间的重采样操作和信息融合，从而精准且快速地识别输入图像中所有线缆目标

体. 针对训练样本有限的问题，本文提出一种数据仿真方法，可自动生成大量逼真的声纳图像及其对应的线缆标注.

利用多种量化评价指标详细对比了该网络和目前主流图像分割网络的性能表现，结果表明，本文方法在合成数据

测试和实际数据应用中均取得良好的效果，能够有效地解决声纳图像中线缆目标的检测问题.
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Abstract    Understanding the spatial distribution and configuration of submarine cables is of critical importance

for  safeguarding  national  defense  and  supporting  marine  resource  development.  Acoustic  sensing  remains  the

primary  approach  for  submarine  cable  detection;  however,  the  ever-growing  volume  of  sonar  imagery  poses

severe challenges for manual interpretation, which is both time-consuming and prone to inconsistency. Here we

propose  an  automatic  cable-target  detection  method  based  on  a  Convolutional  Neural  Network  (CNN)  that

enables end-to-end, rapid, and precise interpretation of large-scale sonar image datasets. Built upon a U-shaped

encoder-decoder  architecture,  the  framework  incorporates  residual  learning  blocks  and  skip  connections  to  
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systematically  aggregate  multi-scale  feature  representations.  It  further  introduces  dynamically  generated  index

functions that guide cross-scale resampling and feature fusion, allowing accurate and efficient identification of

all  cable targets within input sonar imagery. To address the scarcity of labeled training samples, we develop a data-

simulation  strategy  capable  of  automatically  generating  a  large  corpus  of  realistic  synthetic  sonar  images  and  their

corresponding  cable  annotations.  Comprehensive  quantitative  comparisons  with  state-of-the-art  image  segmentation

networks  demonstrate  that  our  approach  consistently  achieves  superior  performance  on  both  synthetic  and  real

datasets. The results confirm the method′s effectiveness in resolving the long-standing challenge of cable detection in

sonar imagery, offering a promising pathway toward intelligent and scalable subsea infrastructure monitoring.
Keywords    Deep learning; Sonar image processing; Submarine cable detection

  

 0    引言

在军事对抗领域，国防建设需要对领海海域情

况进行全方位掌握，迫切需要发展一种高效可行的

海底线缆探测方法来对我国海域内可疑线状目标进

行大规模快速普查，以保证我国海域的国防安全. 在
民用领域，海缆系统是海洋技术产业中最为复杂的

大型工程，也是海洋工程中信息与能源传输的关键

角色 . 海缆系统运行过程中往往需要对海缆进行长

期的实时监测和维护以保障其安全稳定的运行，要

求海缆监测方法具有快速、准确和稳定等特点 , 要
求监测方法不仅能够快速准确地获得目标海缆的位

置和尺寸等相关信息, 还能长时间稳定地运行 (冀大

雄等, 2021). 目前，全球海底电缆总长己达百万千米

量级，在我国海域也有数万千米 . 在海缆埋设过程

中，由于人为、技术等原因无法保证海缆被埋设于

预定深度，需要对海缆的具体位置进行探测以保证

铺设的海缆满足要求. 海缆铺设完毕后，随着时间的

推移以及洋流的作用，海缆的表层会被冲刷而裸露

于海底，或在海底悬空. 局部洋流及经常性的海底作

业、海上活动或抛锚等会给海缆带来严重危害，需

要对海缆进行探测以预防海缆的损坏，从而降低维

护成本，提高经济效益 . 此外，当损害已经发生，更

需要对海缆进行快速定位以及时维修. 因此，海洋线

缆探测在军民领域都有着重要的现实意义.
声学探测是海洋线缆目标探测中非常重要的

一种手段，包括浅地层剖面仪，侧扫声纳、多波束声

纳、三维成像声纳、合成孔径声纳等，均可以实现声

学成像，并提供较为直观的海底地形形态. 目前对声

纳图像的处理主要依赖于人工解译，人工解译的难

点在于数据量太大，同时也受图像判读员的业务水

平和工作状态影响. 如合成孔径声纳，每天的扫测数

据量即为 10 GB的量级，人工解译耗时长，且判读的

准确性难以保证. 为此，研究针对声纳图像的高精度

自动解译技术势在必行.
传统的声纳图像检测方法，主要利用目标物前

景与背景的特征不同进行目标检测，通过较为简单

的数学建模及其算法实现来提取目标的关键特征，

并根据关键特征来实现对目标的检测 . 这些方法通

常对数据质量、环境和噪声等因素的干扰较为敏

感，较难适应于不同特征的线缆目标检测，且计算

效率较低导致对海底大规模扫描时面临计算成本昂

贵. 与光学图像相比，受水声信道不均匀及边界不规

则等影响，声纳图像通常具有斑点噪声明显、边缘

模糊、亮度不均匀和分辨率低等特点. 此外，由于海

洋复杂环境和沉积物对声学成像的影响，声纳图像

中的海底线缆有时与海床区别不明显或者被掩埋，

这给传统声纳图像检测方法在实际场景中的应用带

来困难 . 前人通过改进霍夫变换方法 (Isaacs  and
Goroshin, 2010; Bagnitsky et al., 2011)，将线缆的方向

和位置在连续的侧扫声纳图像中叠加，提高线缆目

标检测精度 . 前人提出基于区域生长算法的海缆目

标检测技术 (欧阳犬平等, 2021)，并利用基于 Otsu的

霍夫直线检测解决传统方法对像素灰度值不敏感的

问题 (Zhang et al., 2021). 为降低噪声的影响，也有学

者事先定义几种线缆目标的分类标准，并采用模糊

识别算法得到各个检测结果的归一化特征数据矩

阵，之后将模糊聚类分析和模糊贴近度法相结合，

实现对海底线缆目标的有效聚类 (刘洪波等 , 2009).
除此之外，随着机器学习方法的不断发展，多层感

知器和基于纹理信息的支持向量机 (Support Vector
Machine, SVM) (Suykens et al., 1999; Suthaharan, 2016)
也被应用于海底线缆的检测任务中，或者利用神经

网络强大的非线性特征表达能力，对铺设在低光

照 环 境 且 处 于 不 同 状 态 的 海 底 线 缆 进 行 检 测

(Stamoulakatos et al., 2020). 虽然这些方法均取得一
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定的效果，但由于海底环境和采集条件的复杂性及

声纳图像本身的特殊性，检测结果易受噪声和不相

关特征的影响. 因而，有必要使用诸如形态学滤波和

边缘检测等后处理技术对结果进一步校正和增强 .
然而这也使得该类方法具有一定计算复杂度，面临

着效率和精度的平衡问题.
近年来，深度卷积神经网络在计算机视觉和图

像 处 理 领 域 取 得 巨 大 成 功 ， 尤 其 在 图 像 分 类

(Zeiler  and Fergus,  2014; He et  al.,  2016)和图像分割

(Girshick, 2015; He et al., 2017)领域已经成为最强大

的算法 . 图像分类问题对于传统方法来说曾是很大

的挑战，在对 120万张图像 (含 1000类)的分类测试

中使用卷积神经网络后，图像分类的误差率已经减

小到 3.57% (He et al., 2016), 这甚至比人类肉眼分类

的误差率 5.1% (Russakovsky et al., 2015)还低 . 深度

学习的成功证明了机器在人类高智商活动领域有无

以伦比的潜力. 通过给定样本数据来训练神经网络，

即调整网络参数，算法能够自动获取样本数据的内

在规律和输入特征的深层表示，让机器模仿视听和

思考等人类的活动，而不需要任何理论公式和经验

知识，因此解决了很多复杂的模式识别难题. 该技术

已经成功应用在图像识别、医学成像 (Shen et  al.,
2017;  Razzak  et  al.,  2018)、 语 音 识 别 (Hinton  et  al.,
2012; Graves et al., 2013)、自动驾驶等应用场景，尤

其在从高噪声数据中提取有效信号、识别特征模

式、挖掘深层信息等方面相对于传统方法展现出压

倒性的优势. 人工智能技术的应用，有助于大幅度提

高声纳图像的解译效率、降低人力成本，也有利于

克服人机交互操作和专家经验的主观性和不确定

性，提升解决复杂海缆监测问题的能力，提高图像

判读成果的精度和质量. 除此之外，基于卷积神经网

络的深度学习技术可对图像特征进行自主提取与学

习，还能够随着训练数据的增加而不断提升性能，

因此将深度学习技术应用于声纳图像目标检测任务

具有重要的实用价值.
本 文 提 出 一 种 基 于 UNet  (Ronneberger  et  al.,

2015)改 进 的 卷 积 神 经 网 络 (Convolutional  Neural
Network, CNN)，用于对声纳图像中所有线缆目标体

的自动识别 . 该网络主要由基于残差模块的编码器

和解码器组成，并使用自适应索引动态学习模块引

导网络中所有对不同空间尺寸层级特征图的重采样

操作 . 对于将输入映射到具有相同空间尺寸的输出

的自然图像处理任务来说，编码器和解码器架构以

其优异的性能表现和计算效率成为该类网络的设计

准则 . 该类网络将下采样得到的不同空间尺寸的编

码特征，以跳连的方式拼接到相应层级的解码特征

上，从而系统地聚合代表全局信息的深层特征，以

及代表细节和纹理信息的浅层特征. 在此基础上，使

用索引自适应学习模块 (Lu et al., 2019)动态地从输

入特征图中生成索引函数，以指导网络中的下采样

和上采样操作，这有效提高了网络对较复杂细短线

缆目标的检测能力 . 尽管深度学习在拟合复杂的非

线性关系方面显示出了强大的能力，但它通常需要

大量的样本数据用于网络的训练 . 在深度学习取得

重大成功的许多计算机视觉任务中，数据集的准备

是比较完善的. 然而，对于声纳图像处理问题，大量

依赖人工来标记图像中的线缆目标不仅繁琐而且容

易出错，导致训练样本严重缺乏. 为此，提出数据仿

真方法来自动获得大量且逼真的声纳图像以及对应

的线缆标注，从而获取足够的训练和验证数据样本.
基于多种不同的量化评价指标，本文通过大量的实

验详细对比了该网络和目前主流图像分割网络在验

证数据集上的性能表现，验证了方法的有效性.

 1    海底线缆目标智能识别

合成孔径声纳 (Synthetic  Aperture  Sonar， SAS)
是目前海缆监测领域的常用技术之一，因其目标识

别分辨率高而备受关注，在海底地质勘察、小目标

探测、沉船查找、水下考古和海底管线检测等领域

具有广泛的应用前景 . 如图 1a所示，其原理是在既

定方向航行过程中通过换能器有序地将连续时间回

波数据进行干涉合成处理，将较小孔径的声纳基阵

虚拟成大孔径的声纳基阵，不仅提高了声波的方位

向分辨率，且分辨率不受传播距离的影响 (郭军等 ,
2021).

除了采用先进的合成孔径声纳系统，影响海缆

检测质量和效率的另一个重要因素是检测算法的处

理能力 . 由于海洋复杂、多变的环境和沉积物对声

学成像的影响，声学图像 (图 1b)中的海缆目标体

(图 1c)有时与海床区分并不明显，甚至被掩埋 . 此
外，水下线目标体本身由于宽度小且长度长，其成

像质量通常低于光学图像，受相干斑噪声影响较严

重，导致传统的光学目标自动识别方法效果较差

(冀大雄等 , 2021). 另一方面，目前海底线缆工程的

铺设规模逐年递增，采集的海量的声纳图像数据分
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辨率越来越高 (目前合成孔径声纳系统单侧覆盖能

达到 250 m，采集图像的空间分辨率能达到 5 cm). 由
此产生的海量数据处理需求难以靠传统的人工解译

方式满足，不仅周期长且成本高，同时也受图像判

读员的业务水平和工作状态影响，解译结果因人而

异，判读准确性难以保证. 因此，海底线缆检测技术

走向自动化和智能化势在必行，更是保障我国海洋

利益和国防安全的当务之急.
对于基于声纳影响的线缆目标检测而言，受海

底复杂环境和采集条件等不可避免的因素影响，往

往无法获得海底线缆的高清图像 . 要提高海缆检测

和定位的精度、准确率和召回率，一个可行的方式

是从图像处理算法着手，将声学数据中对线缆目标

的检测转化为视觉领域经典的图像分割问题，即在

给定的声纳图像中将线缆所在的位置标为 1，其余

标为 0. 虽然深度学习一般具有较好的泛化能力，不

需要任何理论公式和物理模型，能够适应不同应用

场景的需求, 具有强大的目标特征提取与分析能力，

但通常需要足够多的样本数据进行训练，以学习到

输入与输出之间复杂的非线性关系. 然而，声纳图像

和完整的线缆标注数据集是十分匮乏的，完全依靠

人工解译构建训练数据集不仅工作量巨大且成本高

昂，标注结果往往存在主观性，或难以解译图像中

所有的线缆目标 . 这些因素都会严重影响网络的训

练效果和预测精度，使得深度学习技术在实际应用

中受到限制.
为了解决该问题，本文提出一种自动生成样本

数据的随机仿真方法来获得大量的合成声纳图像以

及对应线缆标注，用于训练卷积神经网络 . 此外，还

考虑将已解译的部分声纳图像加入到合成数据集的

构建过程中，从而获得更为逼真的训练和验证数据

集样本，以提高网络模型在实际声纳图像数据上的

泛化能力. 在网络架构的设计上，使用了经典的编码

器和解码器结构. 在编码器分支使用残差学习机制，

并使用自适应索引学习模块引导网络不同空间尺寸

层级对隐层特征进行重采样. 通过大量实验证明，这

些方法有效地提高了网络在线缆检测任务中的性能

表现.
 1.1    训练与验证数据集

人工智能技术在声纳图像处理领域应用面临

的一个重要挑战是缺乏具有可靠标签的丰富训练数

据集，而训练样本的丰富性、多样性和标签的准确

性决定了方法实际应用效果的上限 . 由于缺乏真实

标签，并且数据量庞大，不确定性高，完全靠人工标
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图 1    (a)合成孔径声纳系统原理图 (改自郭军等 (2021))；(b)合成孔径声纳侧扫图像；

(c)声纳图像中潜在的管线状目标体

Fig. 1    (a) Schematic diagram of a synthetic aperture sonar (SAS) system (modified from Guo et al., 2021); (b) Side-scan
image acquired by a synthetic aperture sonar; (c) Potential pipeline-like targets identified in the sonar image
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定声纳图像中所有感兴趣的线缆目标体工作量大，

且主观性强，因此难以获得完备、丰富且准确的训

练样本库. 此外，不准确的人工解释，包括错误标记

和漏标记的目标体，反而会误导网络的学习过程，

降低方法检测精度 . 为解决深度学习在应用中所面

临的训练样本缺乏的问题，本文提出利用随机正演

仿真的方式在合成声纳图像中模拟逼真的水下管线

状目标和环境背景特征，同时自动获得对应的完全

准确的标签数据，用于网络的训练和验证 . 这些管

线状目标体通过一组在合理范围内的随机变量进行

参数化，因此能自动生成大量具有丰富几何模式

的样本数据集，并保证样本的多样性和标签的准

确性.
 1.1.1    合成声纳图像

为创建合成海底声纳图像和相应线缆特征，我

们首先在图像中随机创建任意数量的直线段，并对

直线做进一步的随机变形来获得复杂的弯曲线状特

征. 根据直线的点斜式方程，空间中的一点和通过该

点的斜率可以定义一条直线 . 如图 2a 所示，在图像

区域内的随机位置处给定任意数量的点 ，并在

45°和 135°范围内 (红色区域)随机选择斜率来创建

对应的直线. 之后，分别沿着这些直线的法方向进行

随机扰动变形，从而获得一系列复杂弯曲的线状目

标体 (图 2b)，同时输出相应的标注图像 (图 2c). 为模

拟实际海底线缆的声纳响应特征以丰富样本数据

集，需要进一步对仿真图像中的部分线状目标进行

随机遮挡 . 尽管有很多其他随机方法可以用于模拟

水下管线状目标的掩埋特征，但应避免在训练样本

数据中引入特定的遮挡模式. 例如，最简单的方法是

在图像中随机生成多个大小不一的方形窗口，并去

除位于窗口内的局部线状特征 . 虽然这种方法被广

泛应用于很多基于深度学习的图像修复任务中，但

其可能会对水下管线检测网络的性能产生负面影

响，因为在实际应用中水下管线的掩埋区域不太可
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图 2    用于生成合成声纳图像和线缆标签的本文工作流程

(a)利用点斜式方程随机创建直线；(b)沿法方向对直线随机扰动；(c)创建线缆目标标注；(d)利用三角函数随机生成的遮挡图像；(e)对线缆目

标部分遮挡；(f)在图像中增添随机噪声；(g)实际采集的声纳图像；(h)人工解释线缆标注图像；(i)合成声纳图像；(j)合成线缆标注.

Fig. 2    Workflow of the proposed method for generating synthetic sonar images and corresponding cable labels
(a) Random creation of lines using the slope equation; (b) Random perturbation of the lines along their normal directions; (c) Generation of cable target

annotations; (d) Creation of occlusion masks using randomly generated trigonometric functions; (e) Partial occlusion of cable targets;
(f) Addition of random noise to the image; (g) Sonar image acquired from real surveys; (h) Manually interpreted cable annotation;

(i) Synthetic sonar image; (j) Corresponding synthetic cable label.
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能是相同的方形. 为了解决这个问题，本文使用正弦

函数和余弦函数的组合对部分线状目标进行随机遮

挡 (图 2d)，并通过随机改变三角函数的相位和幅值

模拟海底线缆的掩埋、沉底或悬浮状态，以增强仿

真过程的随机性和多样性，从而获得较为逼真的海

底管线状目标体(图 2e)，提高方法的泛化能力.
在创建管线状目标体图像后，仍需要对合成孔

径声纳系统采集的海底地质环境特征进行仿真 . 为
尽可能地构建接近实际声纳图像的海底背景特征，

本文分别对其低频部分和高频部分进行模拟 . 对于

海底背景特征的高频部分，在图像中加入一定强度

的脉冲噪声以模拟由于观测系统或者水声信道不均

匀及边界不规则等因素引入的噪声特征 (图 2f). 在
模拟代表海底环境背景特征的低频部分时，为更好

地在训练样本中引入实际声纳图像常见的斑点噪声

明显、边缘模糊、亮度不均匀和分辨率低等干扰特

征，本文将少量人工解释的声纳图像 (图 2g)和相应

标签 (图 2h)，或不含有管线状目标的声纳图像，与上

述管线状目标体图像以随机的权重进行加和，从而

构造出丰富且逼真的训练样本数据 (图 2i和 2j). 值
得注意的是，用于构建训练样本库的带人工标注数

据并不需要对实际声呐图像中所有潜在线缆目标进

行精确的、像素级的完整标注，而只需进行粗略的、

图像级的简单标注，即判断该图像中是否存在线缆，

并保留不含线缆的图像用于数据仿真 . 由于大部

分的实际声呐数据均不含检测目标体，因此该仿真

方法能极大降低检测算法对专家人工解译的依

赖性.
图 3展示了最终获得的用于训练网络的合成孔

径声纳图像 (a)和对应的标签 (b)，其大小均为 416 ×
576. 图 3b中需要探测的管线目标用 1标记，非管线

位置用 0标记. 由于该仿真流程的高效性，无需网络

训练之前准备确定数量的样本数据集，而是在网络

的训练和验证过程中实时生成训练样本和对应标签

数据，直到训练及验证曲线收敛. 通过随机选取关于

直线位置、扰动幅度、信号强度和噪声等一系列参

数，可以保证在每次迭代中输入到网络中的一批

(one batch)数据都是不一样的，从而使网络能够充

分学习到对线缆各种几何形态的检测能力，有效避

免了过拟合问题. 同理，基于相同的工作流程，只需

有针对性模拟不同地质条件下声纳图像的背景响应

特征，生成对应的样本数据并训练网络，就能够保

证方法在不同海底环境应用的有效性. 此外，本文仅

使用了占一次迭代中所有训练样本 0.01%的人工标

注数据用于仿真. 如果条件允许，我们也建议使用更

多样化的带标注数据作为上述仿真方法的输入，以

进一步丰富训练数据集并获得更优的网络泛化

性能.
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图 3    使用仿真工作流程 (图 2)自动创建的合成海底声纳图像 (a)以及对应的线缆标注图像 (b)

Fig. 3    The synthetic submarine sonar image (a) and corresponding cable annotation image (b)
automatically generated by the proposed workflow (Fig.2)

 

 1.1.2    训练数据扩充

创建大量的训练声纳图像和线缆标注对于训

练海缆目标检测网络至关重要，训练期间的数据扩

充也有助于增加数据集的多样性，并防止神经网络

拟合不相关的特征模式，如噪声或者其他目标特征

等. 本文采用简单的垂直翻转和随机裁剪，以实现对

训练和验证数据集的扩充.

 1.2    基于 CNN 的线缆目标检测
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本文将海底线缆目标检测看作是一个图像分

割问题，即存在线缆目标的位置处标为 1，而其他位

置标为 0. 通过使用一种由索引引导的 UNet (一种端

到端的 CNN)来实现对目标的分割 ，从而高效且

准 确 地 检 测 海 底 线 缆 .  Unet是 由 Ronneberger等
(2015)提出的用于生物医学图像分割的方法，之后

它被广泛用于许多其他领域的图像分割问题 . 在此

基础上，本文在网络中使用索引自适应学习模块，

该模块能够根据输入的特征图动态生成索引函数，

用以指导池化和插值操作. 实验发现，通过引入索引

自适应学习模块，可以有效提高网络对细短线缆目

标的检测能力. 在合成孔径声纳图像中，线缆目标样

本和非目标像素的分布通常高度不平衡，本文使用

平衡交叉熵损失 (Xie and Tu, 2015)和交并比损失指

导网络参数的优化，加快训练过程的收敛.
 1.2.1    神经网络架构

本文的神经网络使用了与 UNet以及相关的变

体  (Ronneberger et al., 2015; Zhou et al., 2018)所类似

的 U型架构 . 我们最初使用原始的 UNet进行研究，

但实验结果证明管线状目标检测问题并不需要如此

复杂的网络 . 因此本文在前人工作的基础上进行改

进，减少了卷积层和每层的特征，以节省内存和计算

量，从而允许方法在 GPU上快速处理高分辨率声纳

图像，并在检测精度和效率之间找到最佳的平衡. 此
外，使用索引学习和残差学习机制提高网络对空间

特征的表示能力，以在水下管线状目标检测中获得

良好的性能表现 . 用于线缆检测的网络架构如图 4
所示，该网络遵循图像分割中经典的编码器和解码

器设计准则，包含特征编码器路径 (左支)和特征解

码器路径 (右支). 与原始 UNet网络架构相同，该网络

包含有 4个空间感知层级，以实现多尺度信息融合.
与之不同的是，本文额外引入了索引自适应学习模块，

它能够根据输入特征图动态地生成编码索引和解码

索引，用于引导对两个尺度层级之间特征图的上采

样或者下采样操作，以减弱传统池化或者插值操作

对部分空间信息的遗失，并增强网络的特征表达能力.
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图 4    海底线缆目标检测网络框架

Fig. 4    Architecture of the submarine cable target detection network
 

在左支编码器路径中，输入的图像数据首先经

过 3 × 3的卷积层以及批归一化层 (BN)和 ReLU非

线性激活函数，用于捕捉局部平移不变的低层次图

像特征 . 输出的特征图被输入到由一系列残差学习

模块组成的多尺度学习单元中，进一步提取更高层

级的图像特征 . 每个空间尺度层级的特征处理流程

包含两个残差卷积模块，以及 2 × 2的下采样处理，

并在每一步下采样之后将特征通道的数量增加一

倍. 通过系统地聚合特征的四个空间尺度模式，编码

器能逐步提取抽象的且更具有代表性的知识表达 .
这种方式有助于提高网络的视野域，并有效节省计

算资源.
如图 5所示，每个残差学习模块 (Sandler et al.,

2018)主要由三层卷积层所组成，每层的核大小分别

为 1 × 1， 3 × 3和 1 × 1，每个卷积层均有 BN层和

ReLU激活函数 . 第一个 1 × 1卷积层用于将特征通

道数量变为输入特征图的 6倍，以便后接的 3 × 3卷

积层提取更加丰富的图像信息，最后一个 1 × 1卷积

层用于输出和输入特征通道数量相同的特征图 . 这
种方式有助于提高输出特征的特异性，让网络学习

到更具代表性的信息. 此外，在卷积操作之前对输入

的特征图进行边界补零处理，以保证和输入特征图
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空间尺寸一致. 通过在卷积层两端加入短跳跃连接，

将该学习单元表示为残差学习函数，这种方式有助

于在神经网络中反传梯度信息，从而更加有效地更

新网络参数，并加快损失函数的收敛. 使用动态生成

的索引函数来指导不同空间尺度层级间对特征图的

池化操作，即在给定的局部区域内 (2 × 2)计算编码

索引和输入特征图的加权平均. 在实际编程实现中，

原始的特征图首先进行平均池化层处理 ，之后

和编码索引之间的元素相乘得到下采样的特征图.
在右支解码器路径中，每个空间尺度层级的特

征处理流程包含一个 2 × 2上采样操作、一个与左

支路径中的对应特征图的长跳跃连接，以及两个常

规卷积层模块 . 每个卷积模块包含有核尺寸为 3 ×
3的卷积层，以及 BN层和 ReLU激活函数 . 与编码

器分支类似，本文用动态生成的解码索引来进行上

采样，并使上采样的特征图在空间上与其下采样区

域相对应. 具体地，将解码索引与临近插值处理后的

特征图进行逐元素相乘，获得上采样之后的特征图.
这种索引上采样与传统反褶积的重要区别在于，反

褶积将一个固定的核函数应用于所有局部区域，而

本文方法使用不同的核 (索引)函数对不同区域进

行上采样，因此能获得更加灵活的特征表达能力. 最
后 的 输 出 层 包 含 核 尺 寸 为 1 ×   1卷 积 层 以 及

sigmoid激活函数 . 它将提取的 32维特征向量映射

到每个像素位置上的概率值，且与输入图像的大小

相同，即输出结果中每个概率值与输入声纳图像的

单个像素一一对应.
 1.2.2    索引自适应学习模块

在深度图像分割以及深度图估计等计算机视

觉任务中，索引学习 (Lu et al., 2019)的引入被认为能

有效地提高网络对于目标边界的恢复能力 . 假设索

引函数 f (x)和相应的特征映射 X 在局部空间内一一

对应 . 由于上采样和下采样操作均可以看作是索引

函数，可以将它们统一成关于索引函数的一般形式：

f l(x) =W⊗ I(x = χl), (1)

χl

I

⊗

其中 表示从特征映射 X 重排而成的尺寸为 1 × 1 ×
k2 的张量，因此 可以看作是一个指示器函数；W 表

示网络学习到的尺寸和特征映射一致的权重，其在

传统的双线性或临近插值操作中是固定不变的；

则表示逐元素相乘算子. 理论上，卷积神经网络可

以通过分析局部特征模式自适应学习该索引函数，

因此可以赋予重采样操作更大的自由度，进而提升

网络对于样本数据中复杂特征的表示能力.
如图 6所示，索引自适应学习由计算模块和两

个正则化层组成. 在这项工作中，索引计算模块被定

义为卷积神经网络，即通过输入的特征图计算索引

函数. 索引函数的尺寸与输入特征的尺寸保持一致，

而索引图的每个通道仅与特征图的对应通道相关 .
在索引学习模块中，一个特征图经过四个平行的学

习单元，每个学习单元由核大小为 2 × 2以及步长

为 2的卷积层，后接 ReLU激活函数以及核大小为 1
× 1，步长为 1的卷积层所组成，且它们的参数不会

共享. 假设输入为 H × W × C 的特征图，可以得到四

个大小为 H/2 × W/2 × C 的下采样特征映射，而最后

的索引映射则由四个特征映射通过归一化以及混洗

和重排而生成. 除此之外，通过在索引学习模块中使

用更大的卷积核，网络可以在更大尺度的局部特征

图中提取有效信息，从而增强其对图像噪声和目标

边界的判别能力.
值得注意的是，对应于编码器和解码器的索引

映射的归一化方式有所不同. 对于解码器索引映射，

仅使用 Sigmoid激活函数，它使得对于任何预测索

引的值均在 0和 1之间，而对于编码器索引，还需通

过 Softmax激活函数进一步归一化，从而保证下采

样后特征图的幅值一致性 . 虽然索引自适应学习模

块与注意力机制类似，但不同的是前者用于指导网
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络的上采样和下采样操作，而后者直接用于对特征

进行修饰，此外，注意力机制被定义为逐点操作特

征图，而索引被定义在与卷积核对应的局部区域内

进行上采样或下采样操作.
 1.2.3    损失函数

对于自然图像的二值分割问题，广泛使用以下

的二值交叉熵损失函数：

Lce = −
N∑

i=0

yi log(pi)−
N∑

i=0

(1− yi) log(1− pi), (2)

其中 N 表示输入图像中的像素数量，yi 表示二进制

标签，pi 表示从最后一个卷积层后的 Sigmoid激活

函数给出的概率值 . 因为真实标签 yi 是二进制值

(0或 1)，所以第一项计算以 1标记的图像像素处的

预测误差，而第二项计算以 0标记的像素处的预测

误差. 值得注意的是，该损失函数要求训练数据集正

样本和负零样本的数量大致相同.

然而，这种损失函数通常适用于一般自然图像

的二值分割，其中零或非零样本的分布通常是均衡

的 . 因此，它并不适用于衡量海缆目标的检测误差，

因为在该类数据样本中，通常 90%以上的像素属于

非目标样本 (用 0标记 )，而目标样本 (用 1标记 )非

常有限. 如果使用该损失函数进行训练，会导致网络

收敛到错误的方向. 例如，将所有像素位置预测成非

线缆目标便能够很好地减小该损失函数 . 为解决这

个问题，本文使用平衡交叉熵损失函数：

Lwce = −β
N∑

i=0

yi log(pi)−(1−β)
N∑

i=0

(1− yi) log(1− pi),

(3)

β =

N∑
i=0

(1− yi)/N其中 代表非线缆像素的数量与属于

线缆的像素数量之间的比值 . 由于平衡交叉熵损失

函数主要用于衡量预测结果的像素级误差，本文在

此基础上加入衡量局部误差的交并比 (Intersection

over Union，IoU)损失函数：

Liou =

N∑
i=0

yi pi

N∑
i=0

(yi+ pi− yi pi)

. (4)

该损失函数的引入可以有效地在训练过程中

引导网络对预测概率值在 0和 1之间的不确定区域

进行校正，因此有助于网络更加准确地识别海缆目

标的边界位置，并消除由于预测概率的不连续而在

检测结果中产生的异常结果.

综上所述，本文在网络的训练阶段使用加权后

的混合损失函数：

Liou = αLiou+ (1−α)Lwce, (5)

其中，α 代表用于平衡两种损失函数在网络训练过

程重要性的超参数. 根据大量的预实验结果，将其设

为 0.4能够获得最优的网络性能 (表 2).
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图 6    自适应动态索引学习模块

Fig. 6    Adaptive dynamic indexing learning module
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 2    实验结果测试与分析

本节对网络的训练和验证过程进行了详细讨论，

并在合成数据集上用多种量化评价指标对比了该网

络与目前主流图像分割网络的性能表现. 最后，在实

际海底声纳图像上进行测试，验证本文方法的有效性.
 2.1    网络的训练与验证

本文使用 Pytorch工具库 (Paszke et al., 2019)来
搭建神经网络，并实现其整个训练和验证过程. 在网

络训练阶段，我们使用了 6000对合成孔径声纳图像

和线缆标签图像用于训练 CNN. 此外，验证数据集

包含另外 100对合成声纳图像数据，用于在训练过

程中实时验证网络的性能. 值得注意的是，用于验证

网络的数据样本未在训练数据集中被使用 . 考虑到

实际声纳图像与合成样本数据的幅值可能会有较大

的差异，本文对所有训练及验证数据进行了标准化

处理，即对每个图像减去其平均值后除以其标准

差，从而获得标准化数据集.
合成声纳图像被分批输入卷积神经网络，每批

包含实时生成的 4幅声纳图像和对应的线缆标注，

其中包括 1幅原始图像和 3幅数据扩充图像 . 本文

使用 Adam方法 (Kingma and Ba, 2014)自适应优化

网络参数，并将学习率设置为 0.005. 当预先定义的

指标性能停止改善时，学习率自动降低. 在网络优化

过程中，当衡量性能的损失指标在两个周期内停滞

时，将学习率降低至原来的一半. 总的迭代次数设置

为 200次，所有输入数据均在一次迭代内被遍历. 从
图 7a可以看出，当经过  200个周期后优化停止，训

练和验证过程的损失均逐渐收敛到小于 0.004，这表

明网络已学会提取声纳图像中潜在管线状目标的有

效特征模式. 图 7b显示在整个训练过程中学习率的

自适应调整过程.
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图 7    (a)训练及验证损失函数曲线；(b)自适应学习率变化曲线

Fig. 7    (a) Training and validation loss curves; (b) Adaptive learning rate variation curve
 

 2.2    合成数据测试

当训练过程结束 ，将训练好的网络应用在

100对验证数据样本上. 如图 3所示，该网络在这些

声纳图像 (图 8a)上有较好的应用效果 . 从图 8b可

以看出，网络检测的线缆区域边界清晰，并且可以

连续地追踪较长的线状目标，该检测结果与真实的

标注位置 (图 8c)也较为吻合.
为进一步验证本文所提出的方法的有效性，本

文使用多种当前较为主流的图像分割网络和相同的

损失函数进行对比实验，并在同一验证数据集上测

试这些网络的性能 . 为量化不同网络架构在验证集

上的性能表现，使用包括像素精度 (Pixel Accuracy，
PA)，平均像素精度 (Mean Pixel Accuracy，MPA)，平
均交并比 (Mean Intersection over Union，MIoU)和频

率加权交并比 (Frequency Weighted Intersection over
Union，FWIoU)等多种评价指标来衡量算法的检测

精度 . PA是对图像分割精度最直接的衡量，即分割

正确的像素数量占总像素的比值 . 而 MPA是对

PA的进一步补充，它计算每个分割目标被正确分类

像 素 数 的 比 值 ， 然 后 计 算 所 有 目 标 的 平 均 值 .
MIoU同样为图像分割的标准度量指标，它计算真

实结果和预测结果的交集和并集之比，且在每个识

别 目 标 上 计 算 IoU， 然 后 计 算 平 均 值 .  FWIoU
在 MIoU的基础上，根据每个分类目标出现的频率

设置权重，即在每个类别上以加权平均的方式衡量

网络的性能表现.
用于对比实验的主流神经网络架构包括 UNet

(Ronneberger  et  al.,  2015)，RefineNet  (Lin  et  al.,  2017)
以及 DeepLabv3 + (Chen et al., 2018b)等，实验时使用

对比算法遵循作者所提供的公开可用代码和所推荐

参数设置. UNet是一种用于解决医学图像分割问题

的经典网络，采用编码器解码器架构和跳连方式，
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以四次下采样的方式获取并融合不同空间尺度的特

征信息. 通常来说深层卷积层有着更大的视野域，其

关注图像的全局或语义信息，而浅层卷积层更关注

纹理和边界特征，融合二者的优势有助于提升网络

的预测能力. 除此之外，通过逐层卷积和上采样得到

的更大尺寸特征图通常缺少边缘特征，而跳连拼接

有助于网络找回这部分边界信息，提升预测结果的

分辨率. 在 UNet的基础上，RefineNet使用链式残差

卷积模块，从不同尺度的图像区域中提取有用的池

化特征，并利用远程残差连接进行融合以实现高分

辨率图像分割 . 这使得梯度能够在长距离和短距离

进行传播，有效提升了网络的预测精度. DeepLabv3 +
在编码器解码器架构的基础上引入空间金字塔池化

模块，该模块能够通过使用不同膨胀系数的卷积核

产生不同尺度的感受野来分析图像特征，从而对多

尺度信息进行编码，之后的解码器网络以一种渐进

的方式恢复空间信息来捕获更加清晰的目标边界 .
该方法结合之前 DeepLab (Chen et al., 2018a)网络的

优点，将 Xception模块 (Chollet, 2017)和深度可分离

卷积相结合，从而在推理速度和预测精度方面得到

进一步提升 . 除了对比目前主流的三种图像分割

网络外 ，本文额外加入一组消融实验用于验证

Index模块的引入能提高网络的性能. 在该对比测试

中，我们使用相同的网路架构，唯一不同之处在于

将 Index模块引导的上采样和下采样替换成传统的

最大值池化与去池化操作 . 表 1用四种评价指标量

化了不用网络结构在验证数据集上的应用效果，最

优的性能表现被加粗显示 . 可以看到，本文使用的

Index模块与残差模块加持的神经网络在各个评价

指标上均实现了最优效果.
 
 

表 1    不同网络架构在验证数据集上的效果

Table 1    The performances of different network architectures on validation dataset

神经网络架构 UNet RefineNet DeepLabv3 + Ours + MaxPool Ours + IndexNet

像素精度 0.938 0.977 0.979 0.978 0.987

平均像素精度 0.762 0.920 0.937 0.916 0.940

平均交并比 0.611 0.786 0.800 0.787 0.852

频率加权交并比 0.908 0.962 0.965 0.963 0.976
 

表 2量化了不同损失函数系数对网络性能的影

响. 虽然 IoU损失能够有效地校正预测目标的边界，

且避免在预测结果中产生空洞，但是如果预测目标

和实际目标没有重叠区域，损失将为 0. 在这种情况
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图 8    海底线缆检测网络在验证集上的部分结果

(a)合成声纳图像；(b)网络检测结果；(c)线缆标注图像.

Fig. 8    Representative results of the submarine cable detection network on the validation dataset
(a) Synthetic sonar image; (b) Network detection result; (c) Cable annotation image.
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下，梯度无法反传，因此网络参数也不能更新. 除此

之外，IoU损失无法区别两个目标之间的重叠方式，

在不同方向上有相同交叉级别的两个重叠目标会有

类似的损失，而在海缆目标识别任务中，平行与垂

直线缆方向的交叉级别会在视觉上有较大差异 . 因
此有必要引入平衡交叉熵损失以正确引导网络参数

的优化过程，获得期望的输出. 实际上，在网络的训

练阶段使用混合损失函数的同时，也引入了额外的

超参数去平衡两种损失在训练中所占的权重 . 为寻

找最优的权重参数，本文进行了一系列数值试验，

即使用不同的损失函数权重系数和相同的网络架构

进行多次训练，并使用上述评价指标量化其在验证

集上的效果，其中最优的性能表现被加粗显示. 通过

不同量化评价指标对比可以看出，当损失函数权重

系数为 0.4时，本文的网络模型获得了最优的检测

精度.
为了探究网络能够在多大尺寸的声纳图像上

保持良好的检测效果，本文额外设计了一组对比实

验 (表 3). 该实验使用相同的网络在不同纵向分辨率

的声纳图像上进行线缆目标的检测 . 我们一共测试

了 8组对比实验，其中 416 × 576为训练数据集使用

的图像尺寸，包含 1 组尺寸大于训练数据的图像以

及 6 组尺寸小于训练数据的图像 . 使用上述四种不

同的量化评价指标对网络的性能进行评估 . 结果显

示，当输入图像的纵向分辨率在训练图像的 40%以

上 ，网络能够有较好的检测精度 ，而当其小于

40%时，网络的性能开始有较快的下降趋势. 因此可

以判断，网络对于较小尺寸的声纳图像有一定的泛

化能力，但当图像纵向分辨率过低时，仍然有必要

构建相应数据集重新训练网络，以使其获得足够的

检测精度.
 
 

表 3    网络在不同纵向分辨率声纳图像上的效果

Table 3    Performance of the network on sonar images with different along-track resolutions

声纳图像尺寸(pixel) 480 × 576 416 × 576 352 × 576 288 × 576 224 × 576 160 × 576 96 × 576 32 × 576

像素精度 0.987 0.987 0.986 0.987 0.980 0.979 0.964 0.939

平均像素精度 0.939 0.936 0.928 0.913 0.890 0.890 0.820 0.608

平均交并比 0.858 0.852 0.844 0.838 0.812 0.791 0.727 0.553

频率加权交并比 0.977 0.976 0.975 0.977 0.964 0.964 0.940 0.892
 

 2.3    实际数据应用

为验证仅使用合成数据训练的网络在真实数

据上具有可靠的泛化能力，使用训练好的网络在实

际采集的海底声纳图像上进行应用 . 为保证网络推

理过程和训练过程的一致性，将原始图像重采样到

1600  ×  576的尺寸 ，然后从中随机剪裁成 256  ×

576大小的图像作为网络的输入. 此外，对所有的声

纳图像进行标准化处理，即减去平均值除以标准

差，得到标准化数据作为网络的输入.

图 9a和 9b分别显示了实际声纳扫描图像和人

工解译结果，图 9c则显示了使用训练后的网络自动

检测的水下管线状目标体 . 我们发现网络在该实际

数据应用上显示了较好的稳定性，能够精确地捕捉

信噪比较低的声纳图像中由于沉底或者掩埋导致的

不明显管线状目标，尤其对长且连续的目标具有较

好的检测能力. 此外，通过使用随机正演模拟与实际

声纳数据相结合的仿真流程来自动生成大量有代表

性的数据样本，训练后的网络能够有效区分感兴趣

的管线状目标体和与目标特征类似的无关特征，如

图 9a 第三列图像中的与检测目标不相关的横纹特

征 . 由于整个方法均基于 GPU并行计算平台，因此

能够快速对大范围海域内采集的海量声纳数据进行

管线状目标体的检测，具备时效性.

 3    结论

本文针对目前声纳图像处理中存在的数据量

大、耗时长和解译质量因人而异且难以保证等问

题，聚焦于目前主流的深度学习算法，提出了一种

基于卷积神经网络的声纳图像线缆目标自动检测技

 

表 2    不同损失函数系数在验证数据集上的效果

Table 2    The performances of different loss function
coefficients in validation dataset

损失函数系数α 0.8 0.6 0.4 0.2 0.0

像素精度 0.973 0.973 0.987 0.985 0.982

平均像素精度 0.890 0.857 0.940 0.936 0.944

平均交并比 0.755 0.752 0.852 0.836 0.824

频率加权交并比 0.955 0.954 0.976 0.974 0.968
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术 . 该方法通过叠加多个卷积学习单元形成深度网

络，逐步提取具有代表性的管线状目标特征表示，

同时压制图像中的噪声和不相关特征 . 通过优化网

络结构设计，本文提出一种由残差学习模块构建的

编码器分支和解码器分支所组成 U型网络. 在编码

器分支，网络对特征映射进行四次下采样，以获得

代表线状目标体不同空间尺度的特征模式 . 通常来

说，深层卷积层有着更大感受野而更关注图像全局

信息，而浅层卷积层关更注边界及纹理信息，融合

这两种信息有助于提升方法的检测精度 . 在解码器

分支，网络利用跳连将对应相同尺度编码特征和解

码特征进行融合，以保留输入图像的边界信息，并提

高检测结果的空间分辨率. 在此基础上，额外引入索

引自适应学习模块，从而使网络能够根据输入特征

动态生成索引函数，以指导不同空间尺度层级间的

池化和插值操作，有效提高网络对复杂的细短线缆

目标的检测能力. 通过合成和实际数据测试，该方法

能够较精确地捕获肉眼难以识别的水下掩埋或沉底

的管线状目标体，且充分利用 GPU运算平台的强大

并行处理能力，从而有望突破传统的目标检测方法

在效率和精度上的双重瓶颈，实现对海量声纳图像

中所有线缆目标体端到端的快速处理和精确解译.
尽管深度学习技术在拟合复杂的非线性关系

方面显示出了其强大的潜力，但它通常需要大量的

样本数据用于训练，以寻找最优的网络参数. 为解决

这个问题，本文提出一种能自动生成声纳图像以及

线缆标注的数据仿真流程，该方法能自动生成大量

具有丰富几何模式的样本数据集，保证了样本的多

样性和标签的准确性，降低了网络训练对人工标注

数据的需求，有效解决了深度学习在声纳图像处理

领域应用中所面临的训练样本缺乏的瓶颈问题，实

现了行业知识与人工智能技术的融合 . 在验证数据

集上，通过不同的量化评价指标详细对比了本文方

法和目前主流的图像分割网络的性能表现，并通过

消融实验证明了自适应索引模块的引入能够有效地

提升网络的检测精度，还讨论了不同的损失函数系

数训练网络的应用效果，并给出了最优权重参数选

取. 实验结果表明，本文提出的方法在合成数据测试

和实际数据应用中均取得良好的效果，基本解决了

声纳图像中复杂线缆目标的识别问题，但依然存在

一定提升空间. 在后续工作中，将对网络模型架构和

数据仿真过程进行改进，从而进一步提升网络的泛

化能力.
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